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В цьому році, у сфері глибинного навчання, широкого розголосу набула мережа 

Колмогорова-Арнольда представлена Цзимін Лю, Ісюань Ван, Сачин Вайдя та іншими. 
Вона може бути використана як альтернатива популярному нині багатошаровому 
перцептрону (MLP) в деяких випадках. Автори натхнені теоремою про представлення 
Колмогорова-Арнольда розробили KAN, яка показує надзвичайний потенціал для 
майбутнього машинного навчання. Нова мережа має багато переваг порівняно з MLP, 
зокрема більша точність та можливість навчатись на невеликих датасетах, недоліком є 
низька швидкість навчання. 

Постановка задачі: провести глибокий аналіз архітектури нейромережі 
Колмогорова-Арнольда та принципів її функціонування, зокрема порівняння з 
багатошаровим перцептроном та визначення можливих шляхів оптимізації. 

Мета: вивчення архітектури нейромережі Колмогорова-Арнольда, її застосувань 
та виявлення ефективних підходів до оптимізації навчальних алгоритмів. 

У статті [5] автор наводить короткі відомості як про саму мережу, так і про 
архітектуру KAN. Мережа Колмогорова-Арнольда — це нова архітектура нейронних 
мереж, представлена в травні 2024 року. 

Порівняння KAN з MLP стаття [4]. KAN зберігають повністю з'єднану структуру, 
але вводять навчальні функції активації на ребрах замість фіксованих функцій 
активації на вузлах. В KAN функції активації можуть оптимізуватися під час навчання, 
що підвищує точність і ефективність моделювання. Сплайни допомагають мережам 
KAN навчатися та адаптуватися більш контрольованим чином, створюючи гладкі криві, 
які можуть локально змінюватися без зміни всієї форми. 

Колмогорово-Арнольдівська теорема пояснює використання більше ніж одного 
прихованого шару в нейронних мережах, зазначено в дослідженні [1]. Теорема показує, 
що кожну неперервну функцію можна представити специфічною мережею з двома 
прихованими шарами. Запропоновані модифікації теореми дозволяють передавати 
властивості гладкості функції до зовнішньої функції, що може бути добре 
апроксимована ReLU мережами. Замість двох прихованих шарів, більш природним є 
інтерпретація теореми як глибокої нейронної мережі, де більшість шарів потрібні для 
апроксимації внутрішньої функції. Нові версії теореми легше довести і вони більш 
практичні для застосування в глибоких нейронних мережах. 

Зі статей [4] і [5] можна виділити такі переваги: 
 Покращена точність порівняно з MLP. 
 Краща інтерпретованість моделі. 
 Поєднує сильні сторони сплайнів та MLP. 
 KAN можуть досягати кращих результатів з меншою кількістю параметрів. 

Наприклад, 2-шарова KAN з шириною 10 може бути в 100 разів точнішою і 
ефективнішою за 4-шарову MLP з шириною 100 [4]. 

Зі статей [4] і [5] можна виділити такі недоліки: 
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 KAN не можуть використовувати GPU, що робить їх навчання повільнішим в 10 
разів порівняно з MLP. 

 Масштабування KAN викликає труднощі через обчислювальну складність та 
вимоги до пам'яті. 

В статті [3] автори використовують модель KAN в прогнозуванні часових рядів. 
 Використання сплайнів для параметризації активаційних функцій, що дозволяє 

їм динамічно навчатися. 
 Перевага над традиційним багатошаровим перцептроном (MLP) у задачах 

прогнозування трафіку супутників. 
 Забезпечення точніших результатів з меншою кількістю параметрів. 
Проблеми які виникають з шумом в наборі даних описуються в статті [2]. 

Невелика кількість шуму в даних значно погіршує ефективність KAN. Автором 
запропоновано техніку передфільтрації даних за допомогою дифузійних карт та 
збільшення обсягу навчальних даних. Використання обох методів (передфільтрація та 
збільшення даних) зменшує негативний вплив шуму, але оптимізація параметрів 
фільтрації є складною. 

Потенційні застосування та майбутні напрямки досліджень описуються в статті 
[5]: 

 Покращення ефективності великих мовних моделей. 
 Посилення інтерпретованості ШІ систем. 
 Навчання на малих вибірках (few-shot learning). 
Одним з можливих напрямків оптимізації є адаптація KAN для роботи на 

графічних процесорах (GPU), що дозволить суттєво підвищити швидкість навчання. 
Додатково, можна застосовувати паралельні обчислення та спеціалізовані апаратні 
рішення, що дозволить зменшити час тренування без втрати точності. 

Висновки: отже, для повноцінного використання можливостей KAN необхідно 
вирішити питання щодо низької швидкості навчання та оптимізації обчислювальних 
ресурсів. Рекомендованими підходами є реалізація підтримки GPU для KAN, 
використання паралельних обчислень, а також впровадження спеціалізованих 
апаратних рішень. 
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